Kapitel 15: Suchmaschinen fir Intranetsund dasWeb

15.1 Grundlagen des I nfor mation Retrieval

Information-Retrieval-Systeme (IRS) verwalten grof3e Sammlungen unstrukturierter Daten oder se-
mistrukturierter Daten, insbesondere Textdokumente und HTML-Dokumente, und unterstiitzen vor
allem die Suche nach relevanten Daten zu einem spezifizierten Thema bzw. dhnlichen Dokumenten
zu einer spezifizierten Anfrage (einem "Musterdokument”). IRS-Funktionalitét findet sich in Such-
maschinen fur das Web und fir Intranets, in digitalen Bibliothekssystemen, Mail-Servern und z.T.
auch integriert oder as Erweiterungskomponente in objekt-relationalen Datenbanksystemen (z.B.
Oracle8i interMedia). Das Prinzip der Ahnlichkeitssuche ist auch fiir Multimedia-Anwendungen von
grof3er Bedeutung, z.B. fur elektronische Museen u.&

Die folgende Abbildung gibt einen Uberblick tiber den Aufbau und die Arbeitsweise eines IRS:
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Ein Crawler traversiert Dokumente, im Web und in Intranets durch Verfolgen von Hyperlinks mittels
HTTP-Aufrufen, und |&dt sie zur Inhaltserschlief3ung auf den IRS-Server. Eine oberflachliche Text-
analyse extrahiert aus einem Dokument alle relevanten Worter, ggf. durch sog. Stoppworteliminati-
on, das Entfernen von "Fullwortern” wie Artikel, Prépositionen, Konjunktionen. Mit einfachen lingu-
istischen Verfahren, sog. Stemming-Verfahren, werden Woérter auf ihre jeweiligen Stammformen
reduziert (z.B. Plural auf Singular, Dativ auf Nominativ, Partizip Perfekt auf Infinitiv eines Verbs).
Die so entstandene Menge von fir das Dokument signifikanten Wortstammformen wird auch als
Menge von Termen, Deskriptoren oder Features bezeichnet. Ggf. kann diese Menge durch Nach-
schlagen in einem Worterbuch, einem sog. Thesaurus bzw. einer sog. Ontologie, um Synonyme oder
eng verwandte Unterbegriffe (Hyponyme) und Oberbegriffe (Hypernyme) erweltert werden. Die in
einem Dokument vorkommenden Terme werden typischerweise gewichtet, und zwar aufgrund ihrer
Vorkommenshéufigkeit und/oder aufgrund ihrer Position und Présentation im Dokument (z.B. in
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einer Uberschrift, in einem grolRen Font, usw.); Techniken zur Gewichtung werden in Abschnitt 15.2
genauer betrachtet. Schliefdlich wird ein Index tber diesen Termen al's SuchschlUissel aufgebaut, typi-
scherweise in Form eines B*-Baums (oder eines sonstigen Suchbaums fir Sekundérspeicher), der mit
jedem Term eine Menge von Dokument-1ds bzw. URLSs sowie die Gewichte des Termsin den jewel -
ligen Dokumenten verbindet.

Anfragen an ein IRS sind - in der am meisten verbreiteten Form - zunéchst einfache Mengen oder
Listen von Termen, z.B. "JavaLava'; bei einer Interpretation als Liste werden die Terme der Anfrage
unterschiedlich stark gewichtet. Das Resultat ist entweder eine Menge von Trefferdokumenten, die
alle angegebenen Terme enthalten, oder eine Rangliste von zur Anfrage éhnlichen Dokumenten, die
nach einem Ahnlichkeitsmald bzw. einem Relevanz-Score (auch RSV = Retrieval Status Score ge-
nannt) absteigend sortiert ist. Ersteres nennt man Boolesches Retrieval, letzteres Ranked Retrieval.
Beim Ranked Retrieval qualifizieren sich oft auch Dokumente, die nur einen Teil der Terme der An-
frage enthalten. Dartiber hinaus werden u.U. auch Dokumente berticksichtigt, die keinen der Such-
terme wortlich enthalten, aber Synonyme dazu oder semantisch eng verwandte Begriffe enthalten; fur
diese Art des Semantischen Retrievals bendtigt man einen Thesaurus bzw. eine Ontologie.

Erweiterte Formen von Anfragen erlauben die Angabe negativer Terme, die als Ausschlusskriterium
interpretiert werden, z.B. "Java Lava -Coffee", wenn man keine Dokumente Uber die "heil3esten Kaf-
feesorten” bekommen méchte. Dartiber hinaus sind Bool esche Kombinationen von Suchbedingungen
moglich und zusétzliche Bedingungen, die auf die Nachbarschaft bzw. textuelle Distanz von Wartern
abzielen, z.B. "Java NEAR Lava'. Suchbedingungen dieser Art sind z.T. auch in SQL-Systemen
integriert (siehe Kapitel 5).

Bel ener Anfrage, die n verschiedene Terme enthdlt, extrahiert das IRS zunéchst die zu diesen Ter-
men gehorigen URL- bzw. Dokument-ld-Listen aus seinem Index. Diese bilden eine Kandidaten-
menge. Anschlielend werden firr alle Kandidaten auf der Basis ihrer Termgewichte Ahnlichkeitsma-
[3e zur Anfrage berechnet; dabei wird die Struktur der Termkombinationen in der Anfrage wie z.B.
negative Terme oder diskunktive vs. konjunktive Verknipfung berticksichtigt. Auf diese Weise wer-
den Kandidaten entfernt, und es werden Relevanz-Scores und das Ranking der verbleibenden Tref-
ferdokumente berechnet.

Die Gite eines IRS, also seines Fahigkeit, zu einer Anfrage moglichst relevante und nur relevante
Dokumente zuriickzuliefern, wird vor alem mit den folgenden beiden Metriken bewertet:
Fahigkeit, zu einer Anfrage nur relevante Dokumente zu liefern:
Anzahl relevanter Dokumente unter Top r
r
Fahigkeit, zu einer Anfrage alle relevanten Dokumente zu liefern:
Anzahl relevanter Dokumente unter Top r
Anzahl aller relevanten Dokumente im Korpus

Prézision einer Anfrage (engl.: precision) =

Ausbeute einer Anfrage (engl.: recall) =

Dabel wird r typischerweise auf 10 oder 20 gesetzt, also denjenigen Préfix der Resultatsrangliste, den
sich ein Benutzer in der Regel anschaut. Die Auswertung der beiden Gltemal3e erfordert eine intel-
lektuelle Bewertung der Anfrageresultate bzw. des gesamten Korpus (aller Dokumente, die das IRS
verwaltet). Dies wird fir spezielle Benchmark-Dokumentkollektionen (z.B. die TREC-Benchmarks)
gemacht, und verschiedene IRS werden dann anhand von Anfragemixturen auf diesen Daten getestet.
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Zwischen Prazision und Ausbeute gibt es einen inhérenten Zielkonflikt. Ein ideales IRS wirde fir
beide Mal2e Werte in der Nahe von 1,0 erzielen, aber in der Praxis wird eine hohe Prézision oft um
den Preis einer schwécheren Ausbeute und eine hohe Ausbeute oft um den Preis einer schlechteren
Prézision erkauft.

Typische Glte Ideale Giite
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15.2 Vektorraummodell fir IR mit Ranking

Im Vektorraummodell nach G. Salton werden Dokumente a's Vektoren in einem Feature-Raum rep-
résentiert. Features, also Vektorraumdimensionen, entsprechen den Termen, die in dem Korpus vor-
kommen, also den Wartern nach Stoppwortelimination, Stammformreduktion und ggf. weiteren Abs-
traktionsschritten (siehe Abschnitt 15.1). Die Komponenten des Vektors eines Dokuments sind ent-
weder binar und signalisieren dann schlicht das Vorkommen eines bestimmten Terms im Dokument
oder reelle Zahlen aus dem Interval [0,1] und signalisieren dann die relative Wichtigkeit oder Hau-
figkeit des Terms im Dokument. Diese Termgewichte werden nach bestimmten Heuristiken berech-
net (siehe unten).

Anfragen sind in diesem Modell ebenfalls Vektoren im selben Featureraum. Die in der Anfrage vor-
kommenden Terme werden durch eine 1-Komponente im Vektor représentiert, alle anderen Kompo-
nenten sind 0. Wenn durch die Reihenfolge der Terme in der Anfrage implizit Gewichte ausgedrickt
sein sollen (also die wichtigsten Suchterme vorne stehen miissen), kdnnen die Komponenten des An-
fragevektors auch geeignet auf das Interval [0,1] abgebildet werden. Wenn negative Terme angege-
ben sind, also Worter, die in den Trefferdokumenten (moglichst) nicht vorkommen sollen, kann man
auch das Intervall [-1,1] verwenden. In der Praxis werden solche Negativkriterien aber nicht im Ran-
king selbst behandelt, sondern als zusétzlicher Filterschritt auf der Rangliste der Kandidaten gemal3
der positiven Suchterme redlisiert.

Im Vektorraummodell kénnen nun Ahnlichkeiten zwischen Dokumenten und Anfragen (oder auch
zwischen verschiedenen Dokumenten) berechnet werden. Diese Ahnlichkeitswerte, die oft auch Rele-
vanz-Scores oder Retrieval-Status-Values (RSVs) genannt werden, sind die Grundlage des Ranking:
das Resultat ist eine nach Ahnlichkeit zur Anfrage absteigend sortierte Liste von Dokumenten. Das
(zumindest als Basis fir weitere Variationen) am haufigsten verwendetste AhnlichkeitsmaR ist das
Cosinus-Mal3:

Fir eine Featuremenge F, eine Dokumentmenge D, ein Dokument d € D < [01]!F! und eine Anfrage
IFl
) 2d;qj
qe [02]Fl ist die Ahnlichkeit von d und g: sim(d,q)=———

Die Termgewichte der Dokumentvektoren werden in der Regel aufgrund von sog. tf*idf-Formeln
bestimmt. Dabel ist tf(t,d) die Haufigkeit von Term t in Dokument d (engl. term frequency = tf), und
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idf(t) ist der Kehrwert der Haufigkeit des Terms t im gesamten Korpus (engl. inverse document fre-
quency = idf). Die ldee dahinter ist, dass das Gewicht von t in d mit seiner Haufigkeit in d wachsen
soll, aber mit der Haufigkeit von t im gesamten Korpus fallen soll. Lokal héaufige Terme werden also
als signifikant fir den Inhalt eines Dokuments angesehen, wéahrend global héufige Terme eher infla-
tionaren Charakter und daher nur noch geringe Aussagekraft Gber den Inhalt eines Dokuments haben.
In der Praxis werden beide Grofien — tf und idf — ggf. noch normalisiert (z.B. auf Werte zwischen O
und 1), und der idf-Wert wird in der Regel logarithmisch gedampft, da er sonst das Produkt dominie-
ren wirde. Eine typische Variante der tf*idf-Formel flr das Termgewicht w, desi-ten Termsim j-ten
Dokument ist z.B.:
tfij N

= log— , wobel
maXj tf ki dfl

Wij .

tf, die Haufigkeit von Term i in Dokument |,

N die Anzahl der Dokumente im Korpus D und

df, die Haufigkeit von Term i im gesamten Korpus sind.

Wenn man nicht das Cosinus-Ma3 al's Ahnlichkeitsfunktion verwendet, sonderen andere Metriken,
kann auch eine Normalisierung der w,-Werte auf die Dokumentvektorlange 1 Sinn machen:

. 2
a)ij ':Wij / kakj

Relevanz-Feedback

Nachdem der Benutzer die ersten r Dokumente der Rangliste einer Query inspiziert hat, kann er
durch Markieren der relevanten und irrelevanten Dokumente dem IRS Feedback geben, aufgrund
dessen in einer weiteren Verfeinerungs- bzw. Prazisierungs-Query explizite Gewichte in der Query
gesetzt werden. Im einfachsten Fall kann dies so redisiert werden, dass der Benutzer den besten
Treffer auswahit und eine Query startet, die genau die Deskriptoren dieses Dokuments mit seinen
entsprechenden Gewichten enthélt.

Alternativ konnten - in einer langeren Recherche-Sitzung auch benutzer- bzw. sitzungsspezifische
Dokumentgewichte gefihrt und je nach Feedback angepasst werden, was aber wesentlich aufwendi-
ger zu implementieren ist.
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15.3 Latent Semantic Indexing (L SI)

Das einfache Vektorraum-Modell ist in (mindestens) zweierlei Hinsicht zu kritisieren:

» Daesu.U. starke Korrelationen im Vorkommen verschiedener Features in den Dokumenten

gibt, ist die Dimensionalitét des Feature-V ektorraums eigentlich unndétig hoch.

Beispid:

Wenn "Web" und "Internet" nahezu immer zusammen vorkommen, braucht man nur eines
dieser beiden Features zu indexieren.

» Dasselbe Feature kann je nach vorkommender Kombination mit anderen Features eine
andere Semantik haben, so dal? solche Korrelation explizit berticksichtigt sein sollten.
Beispidl:

Wenn "Java' und "Library" zusammen auftreten, ist die Bedeutung von "Java' vermutlich
die Programmiersprache Java; das Dokument behandelt, aso im weiteren Sinne das Thema
Internet. Wenn "Java’, "Kona Blend" und "Mokka" zusammen auftreten, handelt das Doku-
ment mit hoher Wahrscheinlichkeit von Kaffee. Wenn schliefflich "Java’', "Sumatra’ und
"Borneo"” zusammen auftreten, betrifft das Dokument vermutlich das Land Indonesien.
Die Idee von LSl ist, solche Korrelationen auszunutzen, um von den Featurekombinationen auf
Themen (Topics) bzw. Konzepte (Concepts) zu schlief3en, die den Inhalt von Dokumenten charakte-
risieren. Die Anzahl verschiedener Themen ist typischerweise deutlich kleiner as die der Features.
Wenn man das Vektorraum-Modell auf Themen anwendet statt auf Features, erzeugen die Themen
einen Vektorraum mit deutlich niedrigerer Dimensionalitét. In den Themen kommt also die "latente
Semantik™ der Dokumente klarer zum Ausdruck.

Gegeben seien:

- eine Featuremenge F mit |[F|=m

- eine Dokumentmenge D mit [D|=nund D < [0,1]M

- eine Query g € [0,2]M

D kann also as nxm-Matrix A mit Werten aus dem Intervall [0,1] interpretiert werden und g als
Ixm-(Zeilen)Vektor.

Gesucht wird:
eine "moglichst gute" Abbildung von D und g in einen Themen-Vektorraum
mit Dimensionalitat k << m

Losung:
Die LOsung besteht aus einer auf der sogenannten Singuldrwertdekomposition von A beruhenden
Transformation von A und g in einen automatisch “erzeugten" Vektorraum niedrigerer Dimensionali-
tét. Dabei werden die folgenden mathematischen Eigenschaften der Singulérwertdekomposition aus-
genutzt.
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Satz:
Jede redllwertige nxm-Matrix A mit Rang r kann zerlegt werden in die Form

A=UxDxVT
mit einer nxr-Matrix U mit orthonormaen Spaltenvektoren, einer rxr-Diagonalmatrix D und einer
mxr-Matrix V mit orthonormalen Spaltenvektoren.
Diese Zerlegung heif3t Snguléarwertdekomposition (engl.: Singular Vaue Decomposition, kurz:
SVD) und ist unter der Annahme, dal? die Elemente von D geordnet sind, eindeutig bestimmt.

A
Term- ol
Term-Dokument- Themen- ) 0 Themen-Dokument-
Ahnlichkeitsmatrix = | Ahnlichkeit 0 " Ahnlichkeit
or
mxr rxr >N
mxn U D VT

Satz:

In der Singularwertdekomposition A =U x D x VT der Matrix A sind U, D und V
wie folgt bestimmt:

- D besteht aus den Singularwerten von A, d.h. den positiven Wurzeln der Eigenwertevon AT x A,
- die Spaltenvektoren von U sind die Eigenvektoren von A x AT,
- die Zeilenvektoren von V sind die Eigenvektoren von AT x A.

Dabel kann A x AT as Dokument-Dokument-Ahnlichkeitsmatrix interpretiert werden und AT x A
als Feature-Feature-Ahnlichkeitsmatrix. U ist als Dokument-Thema-Ahnlichkeitsmatrix und V as
Feature-Thema-Ahnlichkeitsmatrix zu interpretieren.

Indexierung von A und Ausfiihrung von Queriesq:

Als Index zu verwalten ist die Dokument-Thema-Ahnlichkeitsmatrix VT sowie - quasi als Domé
nenwissen - die Term-Thema-Ahnlichkeitsmatrix U. Letztere kann man weitgehend statisch berech-
nen, sobald man eine représentative, grofle Dokumentenkollektion hat. Ein neu eingeftigtes Doku-
ment d (d.h. ein mx1-Spaltenvektor) mufd dann zur Indexierung in den Themen-V ektorraum abgebil -

det werden, und zwar durch die Transformation d' = UT x D, und der resultierende rx1-Spaltenvektor
d' wird zum Index hinzugefiigt, d.h. VT wird um eine Spalte erweitert (Folding-in).

Eine Query q, die as 1xm-Zeilenvektor aufgefasst werden kann, wird dann zunéchst in eine Query q'
in den Themen-V ektorraum transformiert, und zwar durch ' = g x U.

Dann wird g aufgrund des Index VT evaluiert (mit der verwendeten Ahnlichkeitsfunktion des r-
dimensionalen Themen-Vektorraums), und die dadurch erzeugte Rangliste von Dokumenten ist das
Anfrageresultat. Im einfachsten Fall wirde z.B. das Cosinus-Mal} oder die Euklidische Distanz zwi-

schen g und den Spalten von VT (also den Dokumenten) verwendet.

Informationssysteme 273 Sommersemester 2002



Beispiel:

m=5 (Bush, Schréder, Korea, Klose, Véller), n=7

1215000 0.58 0.00
1215000 0.58 0.00
A=|1215000 _| 058 0.00 ><(9.64 0.00}{0.18 0.36 0.18 0.90 0.00 0.00 0.00)
0000231 0.00 0.71 0.00 5.29 ] | 0.000.000.000.000.530.800.27
0000231
0.00 0.71 A VT
U

Anfrageq=(00100)wirdin

g =q  U=(0.58 0.00) transformiert und gegen VT evaluiert.
Neues Dokument d8=(11000)T wird in

d8 =UT " d8=(1.16 0.00)T transformiert und an VT angefiigt.

SVD als Regressionsverfahren und fur approximativesL S|

Wenn der Rang r von A nicht hinreichend klein ist, also die Anzahl der “Themen" zu grol3 ist, kann
man die Dimensionalitét des Themen-Vektorraums kunstlich auf k < r beschrénken, indem man nur
die k groften Singulérwerte von A und die zugehorigen Eigenvektoren betrachtet. Dadurch berlick-
sichtigt man die “ausgepragtesten” Themen und “ stérksten” Zusammenhénge zwischen Features und
Themen, was durch den folgenden Satz formal untermauert wird.

Satz:
Sei A eine mxn-Matrix mit Rang r und sei A = U x Dy x VT, wobei die kxk-Diagonalmatrix Dy
die k gréRten Singularwerte von A enthalt und die mxk-Matrix Uy und die kxn-Matrix VT aus den

zugehdrigen Eigenvektoren der Singulérwertdekomposition von A bestehen.
Unter allen mxn-Matrizen C mit einem Rang, der nicht grol3er als k ist, ist Ak digjenige Matrix, die

den Fehler ||A—C|||2: -3 E(Aﬁ ~C;;)* minimiert (die Frobenius-Norm).
i=1j=1

Zur lllustration:

Die SVD kann als affine Transformation der Dokumentvektoren aufgefaldt werden. Bel der Be-
schrankung auf die k groften Singularwerte erfolgt quasi eine Projektion auf die k aussagekraftigsten
Dimensionen (digjenigen mit der gréften Varianz der Datenpunktkoordinaten).

Bel der Indexierung von Dokumenten und der Ausfihrung von Queries im - nunmehr k-
dimensionalen Themenreaum - spielen dann einfach Uy und Vi die Rolle von U und V.
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Beispidl:

m=6terms  tl: bak(e,ing) t2: recipe(s) t3: bread
t4: cake t5: pastr(y,ies) t6: pie

n=5 documents 0.5774 0.0000 0.0000 0.4082 0.0000
d1: How to bake bread without recipes 0.5774 0.0000 1.0000 0.4082 0.7071
d2: The classic art of Viennese Pastry | 0:5774 0.0000 0.0000 0.4082 0.0000
d3: Numerical recipes: the art of scientific computing 0.0000 0.0000 0.0000 0.4082 0.0000
d4: Breads, pastries, pies and cakes. quantity baking recipes 0.0000 1.0000 0.0000 0.4082 0.7071
d5: Pastry: abook of best French recipes 0.0000 0.0000 0.0000 0.4082 0.0000

0.2670 -0.2567 0.5308 —0.2847
0.7479 —0.3981 —0.5249 0.0816
A= 0.2670 —0.2567 0.5308 —0.2847 U
0.1182 -0.0127 0.2774 0.6394
0.5198 0.8423 0.0838 —-0.1158
0.1182 -0.0127 0.2774 0.6394

1.6950 0.0000 0.0000 0.0000
0.0000 1.1158 0.0000 0.0000
X 0.0000 0.0000 0.8403 0.0000
0.0000 0.0000 0.0000 0.4195

04366 0.3067 0.4412 0.4909 0.5288

—-0.4717 0.7549 -0.3568 —0.0346 0.2815

0.3688 0.0998 —0.6247 0.5711 -0.3712

—-0.6715 -0.2760 0.1945 0.6571 —-0.0577 )
04971 —0.0330 0.0232 0.4867 —0.0069
06003 0.0094 009933 0.3858 0.7091
04971 —0.0330 0.0232 0.4867 —0.0069 T
A3= | 01801 00740 —0.0522 02320 00155 | =U3xA3xV3
—00326 09866 0.0094 04402 0.7043

0.1801 0.0740 —0.0522 0.2320 0.0155

Anfrageq: bakingbreed — q=(101000)

Transformation in den Themenraum mitk=3 — g =q” U, =(0.5340 -0.5134 1.0616)
Skalarprodukt-Ahnlichkeit im Themenraum mit k=3:

sm(qg,dl) =q ~ Vk«T»0.8 sm(qg,d2) =q ~ Vks,T »-0.2

sim (g, d3) =q " Vk«3T »-0.2 usw.

Folding-in eines neuen Dokuments d6:
algorithmic recipes for the computation of pie — d6=(0 0.7071 0 0 0 0.7071)T
Transformation in den Themenraum mitk=3 — d6' =U, 7" d6» (0.5 -0.28 -0.15)

T
d6' als neue Spaltean Vk anhangen
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Zusammenfassende Bewertung von L SI

LSl ist ein elegantes, mathematisch wohlfundiertes Modell, das in Benchmarks auf homogenen
Korporawie z.B. Patentsammlungen, Wirtschaftsnachrichten oder Bibliotheken sehr gute Ergebnisse
bzgl. Prézision und Ausbeute liefert. Dabei wird die approximative (Regressions-) Variante mit Wer-
ten von k in der GrofRenordnung von 100 verwendet. Diese Variante liefert deutlich bessere Ergeb-
nisse as die mit dem vollen Rang r, da sie gewissermal3en Rauschen unterdriickt und Korrelationen
kompakter zu Themen zusammenfasst.

LSl kann sogar fur multilinguales IR verwendet werden, wenn man eine hinreichend grof3e Startmen-
ge von Dokumenten hat, die in mehreren Sprachen verfigbar sind. Dazu werden die mehrsprachigen
Varianten desselben Dokument jewells zu einem einzigen virtuellen Dokument konkateniert, und die
SVD wird durch diese Startmenge berechnet. Dadurch kommen die starken Korrelationen zwischen
den Worter desselben Begriffs in mehreren Sprachen implizit im selben Thema zum Ausdruck. Wei-
tere Dokumente konnen dann auch nur in einer Teilmenge der unterstiitzten Sprachen (z.B. einer
einzigen Sprache) verfiigbar sein und werden per Folding-in in den Index eingefligt. Anfragen in e-
ner beliebigen der unterstiitzten Sprachen werden auf den latenten Themenraum abgebildet und kén-
nen somit auch Treffer in anderen Sprachen finden.

Fur Web-Retrieval hat sich LSl nicht bewahrt, da man es dort mit einem hochgradig heterogenen,

terminologisch extrem streuenden Korpus zu tun hat. Hier ist es sehr schwer, einen brauchbaren Wert
fur die Zahl k der berticksichtigten Singularwerte zu finden.
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15.4 Linkanalyse fur Autoritats-Ranking

Zusétzlich zu ihrer inhaltlichen Relevanz konnen Dokumente auch nach ihrer Autoritét, also nach
Umfang, Klarheit und Signifikanz der in einem Dokument enthaltenen Information, bewertet werden,
und entsprechende Autoritdtsmal3e kdnnen in das Ranking der Resultatsdokumente einer Query ein-
flief¥en. Durch Kombination von Relevanz- und Autoritdtsbewertung ist es mdglich, die Prézision
von Suchresultaten deutlich zu steigern, indem unter alen Treffern einer Anfrage digjenigen Doku-
mente mit hoher Autoritét moéglichst weit vorne in der Rangliste platziert werden.

Eine naheliegende Idee, Autoritét von Web-Dokumenten zu quantifizieren, besteht darin, die einge-
henden Hyperlinks einer Web-Seite als Zitate durch andere Web-Nutzer zu interpretieren. Einfach
nur die Anzahl eingehender Links als Autoritatsmal? zu verwenden, greift jedoch zu kurz, daLinks je
nach Ursprung unterschiedliches Gewicht haben kénnten und ein brauchbarer Ansatz resistent sein
sollte gegen Link-Manipulationen, Zitier-Cliquen, u.&

15.4.1 Autoritats-Ranking nach der M ethode von Page und Brin

Das Web (oder ein Intranet) wird bei dieser Methode, die in der Suchmaschine Google verwendet
wird, als gerichteter Graph G = (V,E) gesehen mit Web-Seiten als Knotenmenge V, |[V|=n, und Hy-
perlinks als Kantenmenge E. Fiur die folgenden Berechnungen wird angenommen, dass der Graph
komplett a priori bekannt ist und seine Adjazenzmatrix A, eine nxn-Matrix mit Aij = 1 falls (i,j)e E,
0 sonst, auf einem Server gespeichert ist. Google baut diesen Graph aufgrund der Ergebnisse seines
Crawlers auf; diese sind bei Google mehr as 1 Milliarde Knoten.

Die Kernidee dieser Methode ist, dass die Autoritat (Authority-Score, Authority-Rank) r(g) einer
Web-Seite q proportional zur Summe der Autoritésbewertungen der Vorganger von q ist — vorausge-
setzt, ale Vorganger hétten dieselbe Anzahl ausgehender Links. Bei Vorgangern mit vielen ausge-
henden Kanten wirde man das Autoritétsmald nur antellsmaldig auf die Zieldokumente der Kanten
umlegen. Diese Uberlegung fuhrt auf die folgende erste Arbeitsdefinition:

r(g)=k Xr(p)/outdegree(p)
(pa)kE

mit einer Konstanten k und der Anzahl outdegree(p) von p ausgehender Kanten.
Es zeigt sich jedoch, dass diese Definition noch nicht tragfahig ist, da unklar ist, wie man mehreren
Zusammenhangskomponenten oder gar isolierten Knoten umgehen sollte. Daher weist die Lésung
von Page und Brin jeder Web-Seite unabhangig von ihren Vorgangern eine Mindestautoritét €/n zu
und berechnet die (1-€) gewichtete Restautoritét nach dem 0.a. Ansatz.

Definition:
Die Autoritédt der Web-Seite g im Web-Graphen G=(V,E) ist gegeben durch

r(q)=e/n +(1-¢) Yr(p)/outdegreg p).
(pakE

Dabei ist € ein Kalibrierungsparameter, fur den It. Page und Brin 0 < € < 0.2 gelten sollte.
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Satz:
Mit einer modifizierten Matrix A’ mit A= 1/outdegree(i) falls (i,j)e E und 0 sonst, gilt
F=£/n +(1-¢)AT und dquivalent dazu

L rosin 4+ £ ITin
1-¢ (1-¢)n

Dabei sind £ und 1 nx1-Spaltenvektoren, die komplett mit dem Wert € bzw. 1 besetzt sind.

Man sieht somit, dass der Spaltenvektor r der Autoritdtswerte Eigenvektor einer modifizierten Tran-
sitionsmatrix ist. Eine mogliche, approximative und iterative, Berechnung ist:
70 =1/n
Wiederhole bis sich die grofdten Werte von 7 kaum noch éndern:
) =g/n + (1-e)AT7()
Die besten Autoritéten sind dann digjenigen Komponenten von 7 mit den grofdten Werten.

Diese Methode funktioniert in der Praxis verbltffend gut. Google z.B. rechnet ca. 100 Iterationen
und speichert dann die Web-Seiten-spezifischen Autoritdtswerte in seinem Index. Bel Anfragen be-
rechnet Google pro Trefferseite einen anfragespezifischen Relevanz-Score und kombiniert diesen in
einer gewichteten Summe mit dem vorberechneten Autoritéts-Score. Die Resultatdliste ist der Prafix
der nach dieser gewichteten Summe absteigend sortierten Liste. Die relativen Gewichte von Rele-
vanz und Autoritét sind per Trial-and-Error anhand typischer Google-Queries ermittelt.

Auch die Methode in der Praxis sehr gut funktioniert, ist vor allem der Ad-hoc-Charakter der oben
eingefiihrten Gewichtungen, insbesondere auch der etwas willkirlichen Einfiihrung von €, wissen-
schaftlich unbefriedigend. Eine alternative Herleitung derselben Lésung verwendet einen sog. Ran-
dom Walk auf dem Web-Graphen und mathematische Resultate Gber Markov-K etten.
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ExkursWahrscheinlichkeitsrechnung

Ein Wahrscheinlichkeitsraum ist ein Tripel (2, E, P) mit

 einer Menge W elementarer Ereignisse,

* einer Familie E von Teilmengen von Q mit Qe E, die unter
U, N und - mit abzaéhlbar vielen Operanden abgeschlossen ist

(bei endlichem Q ist in der Regel E:ZQ), und

» einem Wahrscheinlichkeitsmal3 P: E — [0,1] mit P[Q]=1 und P[u; Ai] = X P[AI]
fur abzéhlbar viele, paarweise digunkte Ai

Eigenschaften von P

P[A] + P[-A] =1

P[D]=0

P[A U B] = P[A] + P[B] —P[A N B]

PlQ]=1

Eine Zufallsvariable X tUber enem Wahrscheinlichkeitsraum (W, E, P) ist eine

Funktion X: Q > M mitM c R, soda3{e| X(e) < x} eEflr dlex e M.

Fx: M — [0,1] mit Fx(x) = P[X < x] heif¥ Verteilungsfunktion von X;
bei abzéhlbarer Menge M heildt fx: M — [0,1] mit fx(x) = P[X = x] Dichtefunktion von X,
ansonsten ist fy(x) durch F*x(x) gegeben
Zwsei Ereignisse A, B eines W.raums hei3en unabhéangig, wenn gilt P[A n B] = P[A] P[B].
Die bedingte Wahrscheinlichkeit P[A | B] von A unter der Bedingung (Hypothese) B ist definiert
P[ AnB]
P[B]
Satz von der totalen Wahrscheinlichkeit:

FUr eine Partitionierung von W in Ereignisse B1, ..., Bn gilt: P[ A] =_§ P[ A|Bi] P[ Bi]

as: P[A|B] =
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Ein stochastischer Prozel3 ist eine Familie von Zufallsvariablen { X(t) |t € T}.

T hell3t Parameterraum, und der Definitionsbereich M der X(t) heif3 Zustandsraum. T und M kénnen
diskret oder kontinuierlich sein.

Ein stochastischer Prozef3 heil3t M ar kov-Prozef3, wenn fir beliebigety, ..., t,+1 aus dem Parameter-
raum und fur beliebige X1, ..., Xn+1 @US dem Zustandsraum gilt:

Ein Markov-Prozef3 mit diskretem Zustandsraum heif3t M arkov-K ette. O.B.d.A. werden die naturli-
chen Zahlen a's Zustandsraum gewahlt. Notation fir Markov-Ketten mit diskretem Parameterraum:
Xp statt X(t,) mitn=0,1, 2, ...

Die Markov-Kette Xn mit diskretem Parameterraum hei (3t

homogen, wenn die Ubergangswahrscheinlichkeiten pij := P[X .1 = j | X»,=i] unabhangig von n sind
irreduzibel, wenn jeder Zustand von jedem Zustand mit positiver Wahrscheinlichkeit erreichbar ist:

SP[ X, =j|Xo=i]>0
n=1

aperiodisch, wenn ale Zustande i die Periode 1 haben, wobel die Periode voni der ggT aller Werte
nist, fir diegilt: P[ X, =ia X, #i firk=1,.,n-1|Xy=i]>0

Die Markov-Kette Xn mit diskretem Parameterraum hei (3t

positiv rekurrent, wenn fir jeden Zustand i die Riickkehrwahrscheinlichkeit gleich 1 ist und mittle-
re Rekurrenzzeit endlich:

er godisch, wenn sie homogen, irreduzibel, aperiodisch und positiv rekurrent ist.

Fur die n-Schritt-Transitionswahr scheinlichkeitenFur die Zustandswahr scheinlichkeiten nach n
Schritten

Jede homogene, irreduzible, aperiodische Markov-Kette mit endlich vielen Zustanden ist

positiv rekurrent und ergodisch

Fur jede ergodische Markov-K ette existieren stationar e Zustandswahr scheinlichkeiten

zj = lim z{"™ . Diese sind unabhéngig von P@und durch das folgende lineare Gleichungssystem be-

N 1

stimmt: z; =¥ z; p; fir alle j (Gleichgewichtsgleichungen) und Y7 =1
i j

bzw. in Matrix-Notation: 1" =" P und " 1=1
Autoritatsbewertung mittels Random Walk

Das Verfahren von Page und Brin modelliert einen Random Walk tber den Web-Graphen, bel dem
man mit Wahrscheinlichkeit (1-e) von der aktuell besuchten Web-Seite zu einem der Nachfolger
wandert und mit Wahrscheinlichkeit € einen ,,Random Jump* zu irgendeiner Web-Seite macht. Im
ersten Fall wird die als néchstes besuchte Seite gemal einer Gleichverteilung unter den Nachfolgern
der aktuellen Seite ausgewahlt; im zweiten Fall wird eine Seite unter allen Web-Seiten gemal3 einer
Gleichverteilung ausgewahit.

Fur den so definierten Random Walk kann man eine Markov-Kette angeben, die beweisbar ergodisch
ist. Der Autoritéts-Score einer Seite nach dem Verfahren von Page und Brin ist die stationére Be-
suchswahr scheinlichkeit der Web-Seitein dieser Markov-Kette.

Beispidl:
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0.466 0.346
0.385
= (%) | 0.176
0.527

= H(s)z

= H(5)z

0.332
0.253
0.401
0.491

0.244
0.350

= 1l = 0.433, 12 = 0.094, n3 = 0.471
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15.4.2 Autoritats-Ranking nach der HITS-Methode von Kleinberg

Bel dem HITS-Verfahren nach Kleinberg (Hyperlink-Induced Topic Search) analysiert man die Link-
struktur eines relativ kleinen Untergraphen, der aufgrund seiner thematischen Relevanz bestimmt
wird. Man berechnet zunachst aufgrund einer klassischen Relevanzbewertung eine Menge von Wur-
zelseiten, z.B. die Top 100 einer Anfrage bei Google oder AltaVista, und figt zu dieser alle Nachfol-
ger und moglichst viele Vorganger hinzu sowie ale Kanten zwischen den betrachteten Seiten; der
Graph G=(V,E), [V|=n, der so enstandene Menge von — z.B. einigen Tausend — Seiten V bildet die
Basis der Linkanalyse. Anders as beim Verfahren nach Page und Brin ist dieser Graph anfragespezi-
fisch.

Die Arbeitshypothese des HITS-Verfahrens ist, dass es in einem solchen Graph auf3er guten Autorita-
ten (Authorities) auch gute Referenzen (Hubs) gibt:Linksammlungen, die Verweise auf die besten
Autoritdten eines bestimmten Themas enthalten. Das Verfahren berechnet fir jede Seite p im Gra-
phen sowohl ein Autoritatsgewicht (Authority-Score) X, als auch ein Referenzgewicht (Hub-Score).
Yo Zwischen Autoritdten und Referenzen gibt es eine wechselseitige Rekursion: eine Autoritét ist
umso besser, hat also hoheres Referenzgewicht, je besser die Autoritdten sind, auf die sie verweist,
und eine Autoritét ist umso besser, hat also htheres Autoritatsgewicht, je besser die Referenzen sind,
die auf sie verweisen. Wenn man postuliert, dass dieser Zusammenhang zwischen Autoritétsgewich-

tenx, und Referenzgewichten Y, linear ist, kommt man auf folgende Gleichungen:

Xq= Y yp undy,= ¥ x
T (paee " P (pakE |

bzw. in Matrix-Notation:
x=ATy und y=Ax , wobei A die Adjazenzmatrix von G ist.

Setzt man die rechte Seite der y-Gleichung in die rechte Seite der x-Gleichung ein (und analog fur y),
so erhdt man

x:=ATy:=ATA% und y:=Ax:=AATY,
und wir erkennen, dass die Vektoren x und y Eigenvektoren der Matrizen A'A bzw. AA" sind.

Die Matrix M®" := A'A kann als Cocitation-Matrix interpretiert werden: M®™, ist die Anzahl der
Web-Seiten, die auf i und auf j verweisen. Die Matrix M™ := AAT kann al's Bibliographic-Coupling-
Matrix interpretiert werden: M™, ist die Anzahl der Web-Seiten, auf die sowohl i alsauch j verwei-
sen

Die wechsel seitige Rekursion kann iterativ berechnet werden, indem man sowohl den x- als auch den
y-Vektor zunachst mit dem Wert L/n in allen Komponenten initialisiert und dann abwechselnd x und
y neu berechnet, bis sich die grélten Komponenten nur noch geringfigig andern. In jedem Iterations-
schritt werden die erhaltenen x- und y-Vektoren auf die Lange 1 normalisiert. Dieses Iterationsver-
fahren konvergiert (unter bestimmten Bedingungen, die in der Regel gegeben sind) gegen die Eigen-

vektoren von A'A und AAT, die zum betragsgrofiten Eigenwert gehoren.
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Der HITS-Algorithmus sieht insgesamt a so folgendermal3en aus:
1) Bestimme hinreichend viele (z.B. 50-200) ,, Wurzel seiten”

per Relevanz-Ranking (z.B. mittels tf*idf-Ranking)
2) Fuge ale Nachfolger von Wurzelseiten hinzu
3) Fige fur jede Wurzel seite max. d Vorganger hinzu (durch Zufallsauswahl unter allen Vorgangern)
4) Erzeuge den Graph G=(V,E), [V|=n, fur die so erhaltene Basismenge
5) Initialisiere alle Komponenten von x© mit 1/n und die Komponenten von y® mit 1/n
6) Solange noch keine hinreichende Konvergenz erreicht ist

(oder fur eine feste Anzahl von Iterationen) wiederhole

x?:= ATy und y¥ ;= Ax™Y
7) Gib Seiten nach absteigend sortierten Authority-Scores aus

(z.B. die 10 groften Komponenten von x)

Illustration der Schritte 1 bis 4:

Wurzel -
menge

Y
Basismenge

Das HITS-Verfahren hat eine gewisse Anfélligkeit gegentiber Themendrifts: auch wenn die Wurzel -
menge nur fUr das urspriinglich gegebene Thema (die Anfrage) relevant ist, kdnnte der Algorithmus
auf sehr starke Autoritdten und Referenzen zu einem anderen Thema stof3en, so dass das Endresultat
durch das andere Thema dominiert sein konnte. Um dies zu verhindern, kann man —in einer erweite-
ten Variante — in jedem Iterationsschritt thematische Relevanzwerte (z.B. tf*idf-basierte Ahnlichkei-
ten zur ursprunglichen Anfrage) als multiplikative Gewichte der Vorganger- bzw. Nachfolger-
Gewichte einbauen.

Das HITS-Verfahren kann auch benutzt werden, um zu einer gegebenen Web-Seite dhnliche Web-
Seiten zu ermitteln; dabei bezieht sich Ahnlichkeit auf die Linkstruktur, z.B. wéren zwei Seiten sehr
ghnlich, wenn sie genau dieselben Vorganger und Nachfolger hitten. Fur diese Art der Ahnlichkeits-
analyse bestimmt man zu einer gegebenen Web-Seite zundchst alle Nachfolger, alle oder eine be-
schrankte Anzahl der VVorganger sowie (eine beschrankte Zahl von) Vorgéanger(n) der Nachfolger und
Nachfolger(n) der Vorgénger. Auf dieser Basismenge fuhrt man dann den HITS-Algorithmus aus,
und die ermittelten Autoritétsgewichte liefern eine Rangliste ahnlicher Seiten.

Informationssysteme 283 Sommersemester 2002



15.5 Automatische Klassifikation von Dokumenten

In bestimmten Anwendungen mdchte man Dokumente automatisch klassifizieren, also aufgrund ihrer
Featurevektoren bestimmten Themen (Klassen, Kategorien) zuordnen. Wenn man von einigen Trai-
ningsdokumenten di, ..., dn die Klassenzuordnung c(di) € {C1, ..., Ck} apriori kennt, weil diese
Dokumente intellektuell klassifiziert worden sind, kann man weitere Dokumente mit a priori unbe-
kannter Klasse durch statistische Ahnlichkeit mit den Trainingsdaten der verschiedenen Klassen mit
einer bestimmten Wahrscheinlichkeit einer Klasse zuordnen. Beispielsweise kann man Dokumente,
in denen die Worter Theorem und Homomorphismus mit hohem (tf*idf-) Gewicht auftreten, mit ho-
her Wahrscheinlichkeit der Klasse Mathematik zuordnen, wahrend bei Dokumenten mit hoch ge-
wichteten Termen Tor, Elfmeter und Schiedsrichter vieles fir die Klasse Sport spricht. Verfahren
dieser Art gehdren zur Familie des Supervised Learning, also der Lernverfahren mit Trainingsdaten.
Wenn man keinerlel Trainingsdaten hat, kann man Verfahren des Unsupervised Learning anwenden,
insbesondere die statistischen Verfahren der Cluster-Analyse. Im folgenden wird nur Klassifikation
mit Trainingsdaten betrachtet.

Gegeben sind n Trainingsdokumente d1, ..., dn e [0,1]m Uber einem m-dimensionalen Featureraum
mit bekannten Klassen c(di) € {C1, ..., Ck} aus einer Menge von k verschiedenen Themen. Ein

Klassifikator ist eine Funktion c: [0,1]m —{C1, ..., Ck}.

Automatische Klassifikation ist in IRS-Anwendungen auf vielfatige Weise nitzlich:
Filtern: teste eintreffende Dokumente (z.B. Mail, News),
ob siein eine interessante Klasse falen
« Ubersicht: organisiere Query-/Crawler-Resultate,
Verzeichnisse, Feeds, etc.
* Query-Expansion: ordne Query einer Klasse zu und erganze
dementsprechende Suchterme
» Relevanz-Feedback: klassifiziere Treffer und lasse Benutzer
relevante Klassen identifizieren, um bessere Query zu generieren
* Query-Effizienz. beschranke (Index-)Suche auf relevante Klasse(n)

kNN-K lassifikator

Der einfachste Klassifikator ist das sog. k-Nearest-Neighbor-Verfahren, kurz KNN. Es bestimmt zu
einem zu klassifizierenden Dokument zunéchst die k néchsten Nachbarn unter den Trainingsdaten
gemal einer Ahnlichkeitsfunktion tlber dem zugrundeliegenden Featureraum, z.B. der Cosinus-
Ahnlichkeit. Dann ermittelt das Verfahren die Klassen dieser k nachsten Nachbarn und ordnet
schliefflich das neue Dokument der am haufigsten auftretenden Klasse zu. Beim letzten Schritt kon-
nen die Klassenhaufigkeiten mit den Abstanden der entsprechenden Trainingsdokumente zu dem
neuen Dokument gewichtet werden.
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Ordne d derjenigen Klasse Cj zu fur die
- o {1faIIS\7€Cj
f(d,Cj)= ¥ sm(dv)*
VekNN(d ) 0 sonst
maximal ist.
Falls man nur bindr klassifiziert, also nur testen will, ob ein Dokument zu einem gegebenen Thema

passt oder nicht, ordnet man d zu, wenn f(d,C ;) €inen bestimmten Schwellwert & Uberschreitet
(z.B. 8=0.5).

Klassifikator nach Rocchio
Schritt 1:

Représentiere die Trainingsdokumente einer Klasse Cj
- mit tf*idf-Vektorkomponenten — durch den Prototypvektor:

1 d 1 d . : . _
Cj ._a|cj aezcj ||&|| ﬁ—|D_Cj aEDz_Cj ||6|| mit geeigneten K oeffizienten oo und B (z.B. =16,
B=4).
Schritt 2:

Ordne ein neues Dokument d derjenigen Klasse C, zu, fir
die Cosinus-Ahnlichkeit cos(d,c) maximal ist.

Satz:
FUr o=f=1 maximiert ¢j die Funktion:
1 - 1 -
f(¢j)=a— Y cog(Cj,d)———— ¥ cog(Cj,d)
YU iléke; T p-gyldenie

Naive-Bayes-K lassifikator

Bel diesem Verfahren schdtzt man die bedingte Wahrscheinlichkeit, dass ein Dokument zur Klasse
Cj gehort unter der Vorbedingung, dass es einen bestimmten Featurevektor hat. Durch den Satz von
Bayes lasst sich dies zurlckfuhren auf die Wahrscheinlichkeit, dass das Dokument diesen Feature-
vektor hat, wenn es zur Klasse Cj gehort. Diese Wahrscheinlichkeit Iasst sich anhand der Trainings-
daten schétzen.

Einfache Variante: binare Features
Bel dieser Variante wird nur das Vorkommen oder Nichtvorkommen eines Terms im Dokument be-

ricksichtigt; die Haufigkeit bleibt unberiicksichtigt. Der Featurevektor des Dokuments di ist also ein
bindrer Vektor (der Dimension [Fl|=m), den wir zur besseren Abgrenzung mit Xi bezeichnen.
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P[d hat X|dec, ] P[ decy]

Schétze P[ decy |d hat X] = —
P[d hat X]

~P[ X|dec, ] P[ decy]

=" P[ X;|decy, ] P[ decy] unter der Annahme, dass die Features paarweise unabhéngig sind
bzw. der Linked-1ndependence-Annahme
P[X|decy] - PIXjldec]
P[X|dec,] ' P[X|dec]

=™ pi N (1-py )Y pe it empirisch - anhand der Trainingsdaten - zu schétzenden

) Pi=P[Xi=1|c], pk=P[Cy]

Die Unabhéngigkeitsannahme fir Features ist eigentlich redlitdtsfern; sie erkléart das Attribut ,, naiv*
im Namen des Verfahrens. Da es bel der Klassifikation aber nur auf eine relative Schétzung der Zu-
gehorigkeitswahrscheinlichkeiten zu den verschiedenen Klassen ankommt, funktioniert das Verfah-
ren trotz dieser groben Annahme erstaunlich guit.

Bessere Variante: Bag-of-Words-Model

Hier werden die Haufigkeiten der Terme im Dokument berticksichtigt, nicht jedoch deren Positionen
zueinander (daher Bag-of-Words). Man postuliert ein generierendes Modell, nach dem Dokumente
erzeugt werden, und schétzt die Parameter dieses Modells anhand der Trainingsdaten. Eine simple
Variante nimmt dazu an, dass man fir jeden Term separat ,, wirfelt —mit einem zweiseitigen Wrfel
bzw. einer Minze, ob er auf Wortposition 1, 2, usw. erscheint; dies fihrt auf eine Binomialverteilung
fur die Termhaufigkeit. Eine prézisere Variante berticksichtigt die Nebenbedingung, dass die Summe
aller Termhaufigkeit gleich der Dokumentldnge sein muss (nach Elimination von Stoppwdrtern).
Man ,wirfelt“ dabei fur jede Wortposition — quasi mit eéinem m-seitigen Wurfel -, welcher Term dort
erscheint. Dies fuhrt auf eine sog. Multinomiaverteilung. Die Wahrscheinlichkeit der verschiedenen
Wirfelseiten sind die Parameter dieser Vertellung und werden anhand der Trainingsdaten geschétzt.

Schétze P[ dec,|d hat f] ~P[ fldec, ] P[ dec,] mit Termhaufigkeitsvektor f
=" P[ fi|dec, ] P[ decy] bel Featureunabhangigkeit

m [Iength(d)

m o inkfi(l—pik)'9”9”‘(“)‘fi p Mit Binomialverteilung
|

bzw. préziser:
:[lfenfth(df) J P P2 . pmc™™ P Mit Multinomialverteilung und der Restriktion 3 f, =length(d)
1Ty i=1
mit den Multinomialkoeffizienten | " |-— T
Ky Ky ok | Kyl Kp! k!
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Beispiel fur Naive-Bayes-Klassifikation mit Bag-of-Words-Modell

3 Klassen: c1 — Algebra, c2 — Analysis, ¢3 — Stochastik
8 Terme, 6 Trainingsdokumente d1, ..., d6: je 2 in jeder Klasse
= pl=2/6, p2=2/6, p3=2/6

& & & & &
S8 ) kv; 3

g & & & L = = =
SEF LESES ka2 o 12

fl f2 3 f4 15 f6 7 18 0k 412 0 0

d: 3 2 0 000 0 1 03k 312 V12 112
2 1 2 3000 0 0 pdk 0 512 V12
3 0 0 0 3 300 0 PS5k 0 512 112
“4 0 0 1 2 2 0 10 ok 0 0 212
5. 0 0 01 12 2 0 ok 0 112 412
6 1 0 1 0 00 2 2 b8k U2 0 212

Klassifikationvon d7: (00120030)

~ length(d
P[ fldeck] Pl decy] =( I ))plkfl Pok'2 Pk ™ Px
fy fpo b
fir k=1 (Algebra): = ° (3)10203 2 =0
123]|12 6
i} . 6 Y(1Y(5¥(1pP 2 25
fir k=2 (Analysis): = [ —l1=| = =20* =
123])(12)12) (12) & 155
i} . 6 \(1Y(1V¥(4) 2 64
fir k=3 (Stochastik): = [ 1 [ 2 o &
123)(12)12) (12) & 126

Resultat: Ordne d7 der Klasse C3 (Stochastik) zu

Feature-Sal ektion

Bel der Klassifikation von Textdokumenten kann die Dimensionalitét des Featureraums sehr grof
sein, und man mochte aus Effizienzgrinden lieber mit eéinem Raum niedrigerer Dimensionalitét ar-
beiten. AufRerdem modchte man das inhé@rente Rauschen im Featureraum unterdriicken, also nur die
wichtigsten, fur die jeweiligen Klassen charakteristischen, Terme berticksichtigen. Dies kann man
mit Hilfe informationstheoretischer Mal3e redisieren, z.B. der Kreuzentropie zwischen Termen und
Klassen, diein der Literatur auch als M utual-Information-Mal3 (M1-Mal3) bezeichnet wird:

P[ X A C]
MI(X;,c: )= P[X A C] log——————
(Xi.cp) xE{%Xi}ce{g,éj} [X A Clleg P[ X] P[C]
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Dies ist ein Sonderfall der sog. Kullback-Lelbler-Distanz, ein Mal3 fur die Unterschiedlichkeit
zweier Wahrscheinlichkeitsverteilungen, insbesondere zwischen einer zweidimensionalen Verteilung
von Term und Klasse und einer Verteilung, bei der Term und Klasse unabhéngig voneinander sind.
Unabhéngigkeit wirde bedeuten, dass der Term in alen Klassen gleichwahrscheinlich ist, so dass er
dann fir die Klassifikation wenig geeignet ware. Man wahlt daher bel der Feature-Selektion gerade
digenigen m << m Terme fur eine Klasse aus, deren Kreuzentropie bzw. Kullback-Leibler-
Divergenz am grof3ten ist. Man beachte, dass diese Auswahl pro Klasse getroffen werden kann.
Wenn man fur alle Klassen denselben reduzierten Featureraum verwenden will, wahlt man digeni-
gen Features mit den groften Werten der mit den Klassenhdufigkeiten gewichteten MI-Male:

M|(Xi )Z EP[CJ] M|(Xi,Cj)
j=1
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